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Abstract⎯ It was developed a procedure by feedforward neural networks, that gives the diagnosis of the transitory stability of 
an electric power system calculating the security margin and, afterwards calculates the sensitivity analysis, corresponding in this 
research to the partial derivatives of the security margin function. This is effectuated after training the neural network using the 
backpropagation algorithm. The toolbox Neural Network of MATLAB was used as a tool for developing this project. Tests were 
executed for a system with three synchronous machines. 
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Resumo⎯ Desenvolveu-se um procedimento, via redes neurais multicamadas, que fornece o diagnóstico da estabilidade transitó-
ria de um sistema elétrico de potência, pelo cálculo da margem de segurança e, em seguida, efetuam a análise de sensibilidade, 
que corresponde nesta pesquisa às derivadas parciais da função margem de segurança após o treinamento da rede neural, cujo 
procedimento utilizado foi o algoritmo retropropagação. Utilizou-se a Toolbox Neural Network do MATLAB como ferramenta 
para o desenvolvimento do projeto. Os testes do procedimento desenvolvido foram efetuados para um sistema de três máquinas 
síncronas. 
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1   Introdução 

A análise de estabilidade transitória constitui-se num 
dos principais estudos realizados em Sistemas de 
Energia Elétrica, visando avaliar os efeitos provoca-
dos por perturbações que produzem oscilações acen-
tuadas nos ângulos das máquinas síncronas, e.g., 
curto-circuito, saída/entrada em operação de equi-
pamentos elétricos, etc, (Anderson e Fouad, 2003; 
Pavella et.al., 2000). Essas contingências podem 
ocorrer em pontos estratégicos do sistema, levando-o 
a um estado de instabilidade, inclusive com desliga-
mento de parte do mesmo. Portanto, apesar da pro-
babilidade ser pequena, podem ocorrer os  chamados 
blackouts (Sweet, 2000; Taylor, 1999), em que se faz 
necessário tomar medidas preventivas visando mini-
mizar os efeitos desta situação. 

A análise de estabilidade pode ser realizada a-
través da simulação passo a passo, a qual é precisa e 
não apresenta restrição quanto ao tipo de modelo 
empregado, contudo necessita de uma grande quanti-
dade de tempo para a realização dos cálculos e da 
análise, (Fouad e Vittal, 1992).  

Novas abordagens neste contexto, baseadas na 
inteligência artificial, em especial as redes neurais 
(Minussi e Freitas Filho, 1998; Minussi e Silveira, 
1995), têm sido encontradas na literatura, contribu-
indo para a avaliação de segurança dinâmica de siste-
mas elétricos de potência. A análise de sensibilidade 
também pode ser formulada por meio da extração de 
informações contidas na rede neural, após a realiza-
ção da fase de treinamento. Para calcular as deriva-

das como proposto para a análise de sensibilidade, 
utilizou-se o algoritmo retropropagação (Werbos, 
1974; Widrow e Lehr, 1990) bastante conhecido na 
literatura para treinamento de uma rede neural. A 
partir dos erros retropropagados e das derivadas par-
ciais pode-se estimar a derivada das variáveis de 
saída da rede neural com relação à entrada, a qual é 
adotada para a solução do problema do controle pre-
ventivo e posteriormente ao redespacho de geração e 
o corte de carga conforme referências (Lotufo, 2004; 
Lotufo et al., 2007), no entanto este trabalho não 
apresenta o cálculo do redespacho e corte de carga. 
Para o cálculo das derivadas e análise de sensibilida-
de foi utilizado o aplicativo comercial MATLAB, 
(The Mathworks, Inc., 1996) em especial as toolbo-
xes Neural Networks. 

2   Redes Neurais 

2.1 Estrutura da Rede Neural 

Uma rede neural artificial (RNA), (Haykin,1999; 
Kartalopoulos, 1996) corresponde a um conjunto de 
neurônios artificiais separados em camadas (entrada, 
intermediária e saída).  

O processamento de um neurônio artificial re-
sume-se em (Lopes, 2000): 

1. Sinais são apresentados à entrada (conjunto de 
entradas x1, x2, ..., xn (X)); 

2. Cada sinal é ponderado por um peso associado 
(w1, w2, ..., wn (V)) que indica sua influência na saída 
da unidade; 



3. As entradas ponderadas são aplicadas ao bloco 
somatório, Σ, onde se adiciona também uma entra-
da independente x0 = 1 associada a um peso bias. 

4. A saída intermediária do neurônio (Widrow e 
Lehr, 1990) é, então, dada por: 
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5. A saída é, então, convertida em não-linearidade 
através de funções de ativação (relé ou sigmóide). 

2.2  Treinamento da Rede Neural 

As redes neurais possuem a capacidade de aprender, 
para tanto, ela deve ser treinada, ajustando assim os 
seus pesos. Para tal, necessita-se de um procedimen-
to predeterminado, neste caso, utiliza-se o algoritmo 
retropropagação (backpropagation). 

O treinamento via algoritmo retropropagação é 
resumido a seguir (Lopes, 2000): 
 

1. Inicialmente apresenta-se um padrão X à rede, o 
qual produzirá uma saída Y. 

2. Em seguida calcula-se o erro de cada saída (dife-
rença entre o valor desejado e a saída). A soma do 
erro quadrático instantâneo de cada neurônio alocado 
na saída da rede é dada por (Widrow e Lehr, 1990): 
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sendo: 
εI = di - yi; (3) 
di = saída desejada do i-ésimo elemento da última 

camada da rede; 
yi = saída do i-ésimo elemento da última camada; 
ns = número de neurônios da última camada da re-

de. 
 

3. O próximo passo consiste na determinação do 
erro propagado pela rede associado à derivada parci-
al do erro quadrático de cada elemento com relação 
aos pesos. O gradiente ∇i(h) do erro quadrático com 
relação aos pesos do neurônio avaliado na iteração h 
pode ser expresso por (Lopes, 2000): 
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A função de ativação adotada, neste trabalho, é a 
função sigmóide definida por: 
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sendo: 
ρ = translação da curva yi; 
λ = inclinação da curva yi. 
 

Diferenciando a Equação (3) com relação ao ve-
tor Vi, obtém-se: 
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Inserindo as Equações (6), (7) e (8) na Equação 
(4), resulta em: 
 iiii Xssgmh )(')( 2ε−∇ =  (9) 
em que: 
Xi = vetor padrão: [x0i x1i x2i .... x3i]T. 

4. Em seguida ocorre o ajuste dos pesos, que inici-
almente são adotados randomicamente (Werbos, 
1974). 

Considerando-se o neurônio de índice i da rede, 
e utilizando-se o método do gradiente descendente 
(Widrow e Lehr, 1990), o ajuste de pesos é formula-
do como (Lopes, 2000): 
 Vi(h+1) = Vi(h) + θi (h) (10) 
sendo: 
θi (h) = - γ [∇i(h)]; 
γ = taxa de treinamento; 
h = índice de iteração; 
∇i(h) = gradiente do erro quadrático com relação 

aos pesos do neurônio avaliado em h; 
Vi = vetor contendo os pesos do neurônio i. 
 

Utilizando o gradiente estimado através da E-
quação (9) no método do gradiente descendente, 
Equação (10), tem-se o seguinte: 
 iiii XhVhV βγ21 )()( ++ =  (11) 

Se o elemento i encontra-se na última camada, 
então: 
 iii ssgm εβ )('=  (12) 

Se ele encontra-se nas demais camadas, tem-se: 
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em que: 
sgm’(si) = derivada da função sigmóide, dada pela 

Equação (14), com relação a si; 
R(j) = conjunto dos índices dos elementos que 

se encontram na fileira seguinte à fileira 
do elemento i e que estão interligados a 
ele. 

 

A derivada parcial da função sigmóide dada pela 
Equação (5) pode ser expressa por: 
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5. Por fim, um novo padrão é apresentado à rede 
e o processo é repetido até que a convergência seja 
observada (| erro | < tolerância preestabelecida) (Lo-
pes, 2000), ou o número de iterações corresponda a 
um valor máximo previamente estabelecido. 



3   Análise de Estabilidade Transitória de Siste-
mas de Energia Elétrica 

A análise de estabilidade transitória pode ser realiza-
da com base no conceito de energia e margem de 
segurança (método direto) (Elgerd, 1971). Conside-
rando uma contingência de índice r, tem-se: 
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sendo: 
Ecritr  = energia total crítica do sistema; 
Eer = energia total do sistema avaliada no instante 

de eliminação do defeito. 
A estabilidade transitória para a r-ésima contin-

gência pode ser avaliada, via margem de segurança, 
da seguinte forma (Elgerd, 1971): 
 

• se Mr ≥ 0, o sistema é considerado estável; 
• se Mr < 0, o sistema é considerado instável. 

 

Optou-se por esta abordagem, método direto, 
pois, para constituir uma rede neural com boa capa-
cidade de generalização, faz-se necessário à utiliza-
ção de um grande número de dados de entrada e de 
saída para a fase do treinamento. Estes dados devem 
conter informações quantitativas e qualitativas de 
cada contingência, sendo que, estas características 
podem ser proporcionadas somente quando se utili-
zam os métodos diretos de análise, mais especifica-
mente, os métodos de energia (Fouad e Vittal, 1992; 
Pavella et al., 2000). 

Para demonstrar a validade da metodologia pro-
posta e possibilitar futuras aplicações para sistemas 
de energia elétrica reais de grande porte, utiliza-se o 
sistema de pequeno porte, Anderson & Fouad (An-
derson e Fouad, 2003), mostrado na Figura 1. 
 

 
Figura 1. Sistema Composto por Três Máquinas Síncronas. 

 

Consideram-se defeitos de curto-circuito com 
tempo de eliminação de 6 ciclos (0,10s) com saída de 
linha de transmissão. Os valores em pu referem-se a 
uma base de 100 MVA. A contingência considerada 
é um curto-circuito trifásico na barra 7 com saída da 
linha de transmissão entre as barras 5 e 7, esta foi 
escolhida por ser a mais crítica (Lotufo, 2004). 

3.1 Análise de estabilidade por Redes Neurais 

Nesta pesquisa o problema da análise de estabilidade 
transitória foi abordado via redes neurais. Os padrões 

de entrada da rede neural utilizados no treinamento 
são definidos como: 
 X = [P Q]T (16) 
em que: 
X = vetor padrão de entrada da rede neural; 
P = [P1   P2    P3    ... Pn]; 
Q = [Q1   Q2   Q3    ...Qn]; 
Pi = potência ativa da i-ésima barra do sistema; 
Qi = potência reativa da i-ésima barra do sistema; 
n = número de barras do sistema. 
 

Os estímulos de saída são às margens de segu-
rança (M) obtidas via metodologia PEBS (Fonseca e 
Decker, 1985). 
 

 Xj = [Pj Qj]T  (entradas) 
 Yj = [ Mj ]    (saídas) (17) 
 j = 1, 2, ..., np 
no qual: 
np = número de pares de padrões de treinamento. 
 

As potências ativas e reativas nodais, e às mar-
gens de segurança (critério de análise de estabilidade 
transitória) formam os perfis de treinamento, corres-
pondentes a redespachos de geração realizados de 
forma pseudoaleatória para atender a demanda fixada 
aleatoriamente em cada barra. O universo de varia-
ção da carga encontra-se compreendido entre 80 e 
120% em relação à carga nominal total do sistema. 

Uma vez concluído o treinamento da rede neu-
ral, tem-se a estrutura da rede neural, com os valores 
de pesos e bias. Deste modo, a rede está dotada com 
capacidade de generalização, ou seja, aplicando-se 
um vetor padrão de entrada, propagando-se o sinal 
no sentido direto (entrada para saída), resultará na 
saída a estimativa da margem de segurança (diagnós-
tico), estabelecendo, deste modo, o mapeamento: 
 )(XfYX =→  (18) 

Desta maneira, o processo de obtenção da análi-
se de estabilidade transitória via redes neurais encon-
tra-se por finalizado. 

4   Análise de Sensibilidade 

4.1 Introdução 

A análise de sensibilidade corresponde ao cálculo da 
diferenciação de funções, porém, o problema sob 
enfoque nesta pesquisa apresenta uma função corres-
pondente desconhecida, a função margem de segu-
rança. Desta se conhece a expressão (15), mas não a 
sua forma, pois ela é dependente de um grande con-
junto de informações do sistema. Sendo assim, pre-
tende-se obter as derivadas parciais de uma função 
desconhecida. Certamente, é um problema complexo, 
que pode ser resolvido por redes neurais. 

4.2 Formulação do Problema 

A margem de segurança do sistema deve satisfazer a 
seguinte relação (Minussi e Silveira, 1995): 



 M ≥ Mmin (19) 
sendo: 
Mmin = limite mínimo da margem de segurança do 

sistema (Mmin ≥ 0). 
 

As possíveis ações de controle devem promover 
modificações nas margens de segurança, tais que, as 
seguintes relações sejam satisfeitas (Minussi e Silvei-
ra, 1995): 
 Mr

0 + ΔMr = Mmin (20) 
em que: 
Mr = margem de segurança referente a r-ésima con-

tingência. 
 

A mudança (ΔMr), necessária à correção da mar-
gem de segurança, pode ser estimada através da teo-
ria de sensibilidade, de primeira ordem, por (Elgerd, 
1971): 
 ΔMr ≅ 〈∂Mr /∂X, ΔX〉 (21) 
sendo: 
∂Mr /∂X = sensibilidade da margem de segurança 

com relação ao vetor X; 
ΔX = vetor correspondente à mudança nos 

componentes do vetor X; 
〈u, v〉 = produto interno dos vetores u e v n-

dimensionais. 

4.3 Análise de Sensibilidade por redes Neurais 

Concluído o treinamento, restará apenas a estrutura 
da rede neural, que estará dotada com capacidade de 
diagnosticar a margem de segurança. 

Através da estrutura da rede neural treinada, po-
de-se também, estimar as derivadas das variáveis de 
saída (análise de sensibilidade) com relação aos 
componentes do vetor de entrada. 

Para isso, considere Xk e M como sendo o k-
ésimo par de vetores de entrada e de saída da rede 
neural. Considere, também, a rede neural não-
recorrente mostrada na Figura 2, a qual utiliza como 
função não-linear a sigmóide (Equação 5). 
 

Figura 2. Ilustração da Rede Neural Feedforward. 
 

A Figura 2 apresenta uma RNA composta por 
duas camadas, onde são explicitadas as variáveis nos 
principais pontos da rede e as matrizes de peso. A 
camada de entrada possui n (dimensão do vetor de 
entrada Xk) neurônios, e a de saída apenas um, pois o 
intuito é obter apenas a margem de segurança M. 

Pretende-se, portanto, obter as derivadas parciais 
de M (saída) com relação a xj

k (j-ésimo componente 

do vetor de entrada Xk). Para obtê-las, necessita-se 
das derivadas parciais intermediárias da rede neural. 
Assim, o cálculo das derivadas parciais de zi

k (i-
ésimo componente do vetor de saída Zk), com relação 
à xj

k, pode ser obtido da seguinte forma (Lotufo, 
2004; Lotufo et al., 2007): 

 )}{(/ 215,0 kkk
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sendo: 
xj

k = j-ésimo componente do vetor de entrada Xk; 
Xk = [x1

k   x2
k   ...   xn

k]T; (23) 
k = índice referente ao k-ésimo vetor padrão. 
 

A saída intermediária da última camada da rede 
neural (entrada da função sigmóide da camada de 
saída) pode ser expressa por: 
 Vzt k }{=  (24) 
em que: 
zk = [z1

k   z2
k   ...   zn

k]T; 
V = [v1    v2   ...    zn]T. 
 

Assim: 
kkkkkkk
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como: 
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Então, substituindo a Equação (22) e as conside-
rações definidas acima, na Equação (25), obtém-se: 

TkkT
k

k

nnj
j

wzwzVM
x

M ])}{...()}{[(}){( 111
222

2

111
4

−−−
∂

∂
=

λ  (26) 

Nota-se que a sensibilidade depende das matri-
zes W e V de pesos, da saída M, do parâmetro λ e do 
vetor de saídas intermediárias z. A rotina (26) é exe-
cutada após a conclusão do treinamento, através de 
produtos matriciais simples, representando uma par-
cela muito pequena do tempo de processamento, se 
comparada à execução da etapa de treinamento. 

Na Figura 3 apresenta-se o esquema neural para 
a obtenção da análise de sensibilidade. As setas com 
linhas simples e duplas indicam dados escalares e 
vetoriais (ou matriciais), respectivamente. 
 

 
Figura 3. Rede Neural para o Cálculo da Sensibilidade дf(x)/дx.



5   Aplicação e Resultados 

A toolbox de redes neurais artificiais do MATLAB 
facilita o manuseio das redes, sendo a proposta deste 
trabalho utilizá-la para testar a metodologia, a qual 
foi  aplicada para um sistema composto por três má-
quinas síncronas, três transformadores, nove linhas 
de transmissão e nove barras (Fig. 1). 
No enfoque do sistema Anderson & Fouad (Fig. 1), 
consideraram-se, os seguintes dados referentes à 
arquitetura e aos parâmetros da rede neural: 
 

• Número de vetores padrão: 82 
• Número de neurônios por camada: (18,1) 
• Tipo de função de ativação: sigmóide  (Eq. 5) 
• Taxa de treinamento: 0.025 
• Inclinação da função sigmóide: 0.15 

 

Levando-se em consideração os parâmetros aci-
ma, tem-se o gráfico de treinamento, Figura 4. 
 

Figura 4. Treinamento com 15000 iterações. 
 

Através da Figura 4, verifica-se que a perfor-
mance atingida está próxima da meta desejada com 
as 15000 iterações, pode-se dizer que a fase mais 
importante do processo de treinamento é as 5000 
iterações iniciais, posteriormente a esta fase a con-
vergência torna-se lenta. O tempo de treinamento é 
curto, cerca de 113 segundos para as 15000 itera-
ções. Ressalta-se que se utilizou um conjunto de da-
dos relativamente pequeno, 82 vetores padrão, para 
fazer o treinamento. 

Em seguida, faz-se uso da rede treinada para di-
agnosticar as margens de segurança para um conjun-
to de potências e comparar o resultado fornecido pela 
rede com os resultados dados via PEBS. Na Tabela 1 
mostra-se a análise comparativa entre os resultados 
obtidos. São considerados 8 perfis de geração e de 
carga distintos dos perfis utilizados no treinamento, 
fixados de forma pseudo-aleatória. 

 

 

 

Tabela 1. Análise Comparativa dos Resultados. 

Potência Elétrica Ativa (Reativa) em pu 
Margem de 

Perfil Segurança 
(M) 

Barra 

Per
fil

1 2 3 5 6 8 PEBS Redes 
Neurais

1 1,594 
(0,132)

0,807 
(-0,094)

-1,219
(-0,489)

-0,873 
(-0,290) 

-0,979 
(-0,342) 0,2507 0.2577

2 1,530 
(0,097)

0,714 
(-0,123)

-1,159
(-0,467)

-0,797 
(-0,262) 

-0,959 
(-0,335) 0,4010 0.4047

3 
1,498 

(0,069)
0,593 

(-0,147)
-1,077

(-0,437)
-0,722 

(-0,235) 
-0,957 

(-0,334) 0,5077 0.4890

4 1,117 
(-0,007)

0,812 
(-0,190)

-1,127
(-0,455)

-0,700 
(-0,227) 

-0,771 
(-0,266) 0,7419 0.7392

5 1,670 
(0,169)

0,888 
(-0,061)

-1,264
(-0,505)

-0,956 
(-0,320) 

-1,009 
(-0,353) 0,0558 0.0599

6 1,745 
(0,218)

0,968 
(-0,030)

-1,337
(-0,532)

-0,965 
(-0,324) 

-1,084 
(-0,381) -0,1216 -0.1340

7 1,857 
(0,273)

1,012 
(0,001)

-1,410
(-0,559)

-0,978 
(-0,329) 

-1,155 
(-0,407) -0,3714 -0.3795

8 

 

2,063 
(0,353)

0,966 
(0,039)

-1,424
(-0,564)

-0,987 
(-0,332) 

-1,290 
(-0,456) -0,6644 -0.6266

 

Este experimento corresponde a uma hipotética 
curva de geração para atender a uma curva de carga 
diária. Os valores das potências ativas e reativas (va-
lor entre parênteses) estão relacionados somente nas 
barras com carga ou geração, ou seja, as barras 1, 2, 
3, 5, 6 e 8. Nas demais barras não há carga e nem 
geração. Não constam os valores de potência ativa e 
reativa na barra 1 (referência do sistema). 

Observa-se que o diagnóstico obtido é muito 
próximo dos dados fornecidos via PEBS, portanto, a 
rede neural apresenta um bom mapeamento da fun-
ção desconhecida, margem de segurança, podendo 
assim proporcionar bons resultados nos cálculos da 
sensibilidade. 

A rede neural, além de realizar a análise da esta-
bilidade (estimativa da margem de segurança), for-
nece o modelo da análise de sensibilidade (дM/дX) 
referente à da contingência analisada.  
 

Tabela 2. Modelo de Sensibilidade. 

Modelo de Sensibilidade дM/дX 

Barra PerfilPotência

1 2 3 5 6 8 
Ativa 0.6652 -0.8430 0.1442 0.1788 0.0237 -0.34991 

Reativa -0.9926 -1.1370 -1.0008 0.0123 0.0388 -0.1086
Ativa 0.5051 -0.7120 0.1643 0.1292 0.0043 -0.23442 

Reativa -0.7654 -0.8963 -0.7836 0.0074 0.0246 -0.0701
Ativa 0.3905 -0.6151 0.1781 0.0925 -0.0099 -0.15273 

Reativa -0.6015 -0.7224 -0.6269 0.0035 0.0144 -0.0428
Ativa 0.1978 -0.3493 0.0950 0.0619 0.0001 -0.06774 

Reativa -0.3216 -0.3871 -0.3325 0.0070 0.0089 -0.0183
Ativa 0.8212 -0.9522 0.1113 0.2284 0.0457 -0.47035 

Reativa -1.2105 -1.3627 -1.2061 0.0175 0.0536 -0.1493
Ativa 0.8844 -0.9702 0.0822 0.2476 0.0574 -0.52946 

Reativa -1.2927 -1.4416 -1.2804 0.0191 0.0607 -0.1697
Ativa 0.8270 -0.8675 0.0547 0.2287 0.0570 -0.50967 

Reativa -1.1986 -1.3284 -1.1832 0.0168 0.0580 -0.1644
Ativa 0.6071 -0.6154 0.0344 0.1611 0.0404 -0.37998 

Reativa -0.8715 -0.9637 -0.8605 0.0100 0.0421 -0.1228
 

Na Tabela 2 apresentam-se as estimativas dos 
vetores de sensibilidade da margem de segurança em 
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relação aos vetores de entrada correspondentes aos 
perfis de geração/carga relacionados na Tabela 1. 

O tempo para a obtenção do modelo de sensibi-
lidade é de 0,156 segundos, tempo bem inferior ao 
de treinamento da rede, esta característica é a princi-
pal justifica para o emprego desta metodologia. 

Ressalta-se que todos os dados foram obtidos u-
tilizando um computador com processador Celeron 
2.53 GHz e 480 MB de memória RAM. 

6   Conclusões 

No treinamento da rede neural a tolerância pré-
estabelecida não foi atingida, no entanto ficou muito 
próxima conforme (Fig. 4) para as 15000 iterações 
máximas. Com este resultado, obteve-se um bom 
mapeamento da função, fato verificado pelo diagnós-
tico das margens de segurança fornecido pela rede 
para os 8 perfis diferentes dos usados no treinamento 
(Tabela 1), os quais se aproximaram bastante das 
margens de segurança fornecidas pelo método PEBS. 

Através da rede neural treinada obtiveram-se, 
também, as derivadas parciais desta, as quais se en-
contram dispostas na Tabela 2. Os vetores de sensibi-
lidade, дM/дX, servem, num âmbito posterior, para 
definir um redespacho necessário para corrigir a 
margem de segurança para níveis preestabelecidos, 
ou seja, para níveis considerados seguros, do ponto 
de vista da estabilidade transitória. 

Verificou-se um tempo bastante curto, compara-
do ao de treinamento, para a geração do modelo de 
sensibilidade. Notou-se, também, que respeitando 
alguns padrões é possível obter uma rede bastante 
confiável, que possibilita um bom desempenho na 
geração do modelo de sensibilidade. 

Uma próxima etapa deste trabalho consiste em 
aplicá-lo a um sistema de maior porte, conforme re-
ferências Lotufo (2004) e Lotufo et al (2007). 
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